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Abstract  

Rice is a staple food source for most countries in the world, including Indonesia. The problem of rice disease is a problem that 

is quite crucial and is experienced by many farmers. Approximately 200,000 - 300,000 tons per year the amount of rice attacked 

by pests in Indonesia. Considerable losses are caused by the disease of rice plants that are too late to be diagnosed so that 

they reach a severe stage and cause crop failure. Ignorance of farmers as well as limited and lack of information about diseases 

and proper treatment are factors that cause delays in handling rice diseases. Therefore, in this study the developed model can 

classify three types of rice plant diseases using Rice Leaf Disease images. The three types of disease include: Bacterial Leaf 

Blight, Brown Spot, and Leaf Smut. The model developed using the transfer learning method with a pretrained model of 

Resnet101 with additional architectural layer in the Fully Connected Layer section in the form of: Dense Layer, Dropout 

Layer, and Batch Normalization Layer. The proposed method shows a classification performance of 100% on validation data, 

with a loss value of 5.61%. 

Keywords: Classification, Disease, Rice, Image, Pretrained model, ResNet101. 

Abstrak 

Padi merupakan sumber makanan pokok bagi sebagian besar negara di dunia, termasuk Indonesia. Permasalahan penyakit padi 

merupakan masalah yang cukup krusial dan banyak dialami oleh petani. Sekitar 200.000 - 300.000 ton per tahun jumlah padi 

yang terserang hama di Indonesia. Kerugian yang cukup banyak diakibatkan oleh penyakit tanaman padi yang terlambat untuk 

didiagnosis sehingga mencapai tahap yang parah dan menyebabkan terjadinya gagal panen. Ketidaktahuan petani serta terbatas 

dan kurangnya informasi mengenai penyakit dan penanganan yang tepat menjadi faktor penyebab terlambatnya penanganan 

penyakit padi. Oleh karena itu, pada penelitian ini dikembangkan model yang dapat mengklasifikasikan tiga jenis penyakit 

tanaman padi dengan menggunakan citra Rice Leaf Disease. Ketiga jenis penyakit tersebut diantaranya: Bacterial Leaf Blight, 

Brown Spot, dan Leaf Smut. Model dikembangkan dengan menggunakan metode transfer learning dengan pretrained model 

Resnet101 dengan tambahan beberapa lapisan arsitekur pada bagian Fully Connected Layer berupa: Dense Layer, Dropout 

Layer, dan BatchNormalization Layer. Metode yang diusulkan menunjukkan performa klasifikasi sebesar 100% pada data 

validasi, dengan nilai loss sebesar 5,61%.  

Kata kunci: Klasifikasi, Penyakit, Padi, Citra, Pretrained model, ResNet101.

1. Pendahuluan  

Sektor pertanian padi memegang peran penting dalam 

kontribusi ekonomi di Indonesia. Mengingat saat ini 

komoditas padi menjadi komoditas terbesar. Banyak 

negara yang yang menggunakan padi sebagai bahan 

makanan pokok utamanya tidak terkecuali Negara 

Indonesia. Fakta tersebut mengharuskan Indonesia 

untuk terus berinovasi sehingga ketersediaan padi 

melimpah dan tetap stabil [1]. Pertanian sendiri adalah 

kegiatan yang memanfaatkan alam untuk menghasilkan 

bahan pangan. Salah satu jenis pertanian adalah 

budidaya tanaman padi. Namun, banyak penyakit yang 

menyerang tanaman padi. Terdapat beberapa jenis 

penyakit pada tanaman padi seperti: penyakit hawar 
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daun, penyakit blast, penyakit hawar pada batang, 

penyakit kresek, dan lainnya. Masing-masing penyakit 

mengharuskan penanganan yang berbeda, jika hal 

tersebut terlambat untuk disadari dan tidak ditangani 

dengan benar maka dapat menyebabkan kerugian berupa 

gagal yang berimbas pada penurunan produksi tanaman 

padi itu sendiri [2], [3]. Dari 82 ribu desa yang 

berpotensi dikembangkan pertanian, hanya terdapat 73 

ribu petugas penyuluh pertanian [4]. Oleh karena itu, 

terbatasnya penyuluh pertanian lapangan mengenai 

hama dan penyakit tanaman padi pada saat ini dinilai 

berdampak pada kurangnya informasi yang diperoleh 

oleh para petani mengenai hama dan penyakit tanaman 

padi. Kurangnya informasi mengenai hama dan penyakit 

tanaman padi berakibat juga pada penanganan maupun 

pengendalian yang kurang tepat pada saat tanaman padi 

terserang hama dan penyakit [5]. Hal ini mengakibatkan 

petani kita kehilangan hasil panen akibat serangan hama 

yang diperkirakan mencapai 200.000-300.000 ton per 

tahun. 

Dengan perkembangan teknologi informasi dan 

komputer memungkinkan untuk mengidentifikasi 

penyakit dengan memanfaatkan Artificial Intelligence 

salah satunya dengan menggunakan metode pengenalan 

berbasis pengolahan citra dan teknologi pengenalan 

pola. Lingkup Artificial Intelligence telah mengalami 

perkembangan yang pesat dari ke tahun terkait dengan 

pengembangan penerapan Machine Learning, yang 

mengarah kepada munculnya pendalaman ilmu baru 

yaitu Deep Learning [6]. Metode Deep Learning dinilai 

lebih unggul jika dibandingkan metode konvensional 

dalam Machine learning [7]. Salah satu algoritma yang 

populer dalam Deep Learning adalah Convolutional 

Neural Network (CNN). Kini CNN dinilai telah 

menunjukkan keunggulan luar biasa dalam berbagai 

penerapan di dunia nyata dibandingkan sebagian besar 

pendekatan pada metode Machine Learning yang lain 

[8]–[11]. 

Model CNN adalah jaringan saraf multilayer yang terdiri 

atas 2 bagian: feature extractor dan trainable classifier, 

dimana feature extraction terdiri atas lapisan feature 

map dan bagian pengambilan fitur yang berbeda dari 

gambar mentah yaitu: penyaringan konvolusi dan 

downsampling. Filter konvolusi dapat dilihat sebagai 

feature extractor lokal yang digunakan untuk 

mengidentifikasi hubungan penelitian mencantumkan 

mengenai efektivitas kinerja CNN [8]. Sebagaimana 

yang diungkapkan [9] mengenai keunggulan Deep 

Learning dengan algoritma CNN dalam proses 

identifikasi dan pengenalan penyakit padi dan hama 

menggunakan CNN hasil eksperimen menunjukkan 

bahwa arsitektur CNN yang diusulkan mampu mencapai 

akurasi yang diinginkan sebesar 93,3% dengan ukuran 

model 99% lebih sederhana jika dibandingkan dengan 

pretrained model VGG dan pada penelitian [10] dalam 

proses klasifikasi penyakit pada daun padi dengan 

akurasi model sebesar 92,68%. 

Penelitian berikutnya membuktikan efektivitas kinerja 

CNN melalui identifikasi penyakit tanaman otomatis 

melalui objek citra, dimana pada hasil percobaannya 

menunjukkan angka akurasi yang cukup tinggi untuk 

pengenalan penyakit pada daun tanaman yaitu untuk 

akurasi validasi sebesar 91,83% pada dataset publik 

[11]. Bahkan dalam kondisi background yang kompleks, 

akurasi rata-rata mencapai 92,00% untuk kelas prediksi 

objek penyakit padi dari data yang terkumpul. Putra dan 

rekannya juga menyatakan bahwa perkembangan terkini 

dalam jaringan saraf konvolusional berbasis 

pembelajaran dalam (CNN) cukup baik dalam 

meningkatkan akurasi klasifikasi citra [9]. Dimotivasi 

oleh keberhasilan CNN dalam klasifikasi citra, dengan 

memanfaatkan arsitektur dari VGG16 dan Inception V3, 

didapatkan hasil penelitian nilai akurasi yang diinginkan 

mencapai angka 93,3% dengan ukuran model yang 

berkurang secara signifikan.  

Sedangkan dalam konteks deteksi penyakit padi, 

terdapat salah satu penelitian yang cukup relevan 

dilakukan oleh Saptono and Doewes yaitu 

mengidentifikasi hama dengan memanfaatkan masukan 

gejala berupa teks dari petani, yang kemudian akan 

diidentifikasi menggunakan algoritma Jaro-Winkler 

Distance [5]. Memanfaatkan vektor ciri – ciri penyakit 

atau hama tanaman dengan melihat gejala fisik yang ada, 

proses deteksi dini hama dan penyakit tanaman padi 

menggunakan metode kemiripan cosinus (cosine 

similarity), kemudian masukan dari pengguna akan 

diperbaiki dengan kombinasi fitur auto-complete dan 

algoritma Jaro-Winkler Distance. Hasil dari identifikasi 

tersebut yaitu menampilkan penyakit dan hama tanaman 

padi dengan mengambil hasil tertinggi dari nilai 

kemiripan yang paling akurat. Berdasarkan beberapa 

hasil penelitian diatas, dibutuhkan model machine 

learning yang dapat memberikan nilai akurasi 

klasifikasi yang lebih tinggi. 

Penelitian [12] yang membahas deteksi dan klasifikasi 

penyakit tanaman padi, dimana pada penelitian tersebut 

menggunakan 3 jenis penyakit tanaman padi, 

diantaranya: Bacterial Leaf Blight, Brown Spot, dan Leaf 

Smut, yang mana citra dari penyakit diatas didapat 

dengan memotret menggunakan kamera digital, 

mengusulkan pengelompokan K-means berbasis 

centroid feeding untuk melakukan segmentasi penyakit 

daun padi. Kemudian dilakukan penghapusan piksel 

berwarna hijau dibagian penyakit tanaman padi untuk 

meningkatkan output pengelompokan K-means. Fitur 

yang diekstrak berupa: warna, bentuk, dan tekstur. 

Algoritma yang digunakan untuk melakukan klasifikasi 

yaitu menggunakan Support Vector Machine (SVM) 

yang mampu mencapai accuracy 93,33% pada data latih 

dan 73,33% pada data validasi.       
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Klasifikasi penyakit daun padi juga dilakukan oleh [13] 

menggunakan teknik machine learning didapatkan 

accuracy lebih tinggi. Penyakit daun padi yang 

diklasifikasi terdiri atas 3 kelas, diantaranya: leaf smut, 

bacterial leaf blight, dan brown spot masing-masing 

terdiri atas 40 gambar. Sebelum dilakukan pelatihan 

terlebih dahulu dilakukan preprocessing dataset, dimana 

salah satunya yaitu dilakukan oversampling 

menggunakan teknik augmentasi, dengan hasil akhir 

dataset sebesar 480 gambar. Kemudian dilakukan split 

dengan rasio 90% data latih dan 10% data uji. Setelah 

preprocessing dataset, dilakukan pelatihan model 

dengan beberapa algoritma diantaranya: KNN (K-

Nearest Neighbour), J48 (Decision Tree), Naïve Bayes, 

dan Logistic Regression. Dimana accuracy terbaik 

dicapai oleh algoritma Decision Tree setelah 10-fold 

cross validation, dengan accuracy sebesar 97% pada 

data uji.  

Kontribusi dan tujuan dari penelitian ini adalah 

membuat model Machine Learning dengan menerapkan 

arsitektur model dari Resnet101 ditambah dengan 

arsitektur rancangan yang diusulkan untuk 

pengklasifikasian penyakit pada tanaman padi 

berdasarkan citra kondisi daun padi sehingga tidak 

diperlukan proses inputasi secara manual mengenai 

gejala-gejala padi. Hal tersebut dilakukan untuk 

mendapatkan lama waktu proses klasifikasi yang lebih 

singkat dengan akurasi yang lebih tinggi dari penelitian 

sebelumnya serta diharapkan dapat mampu melakukan 

proses klasifikasi penyakit daun padi dengan lebih 

efektif.  

2. Metode Penelitian 

 
Gambar 1. Metode Penelitian 

Gambar 1 menunjukkan gambaran alur penelitian dari 

awal hingga akhir pada penelitian ini. Proses alur 

penelitian dimulai dari pengambilan data. Kemudian 

dilakukan pra-pemrosesan data berupa membagi data 

menjadi data latih dan data validasi, dilanjutkan dengan 

proses augmentasi (Augmentation) citra. Selesai proses 

augmentasi, berikutnya adalah proses pembuatan dan 

pelatihan model yang kemudian diakhiri dengan proses 

evaluasi model. Proses augmentasi diterapkan pada 

penelitian ini dengan tujuan untuk memaksimalkan 

informasi pada data latih dengan cara menghasilkan data 

latih baru dan menerapkan penyamarataan model, 

sehingga model mampu mengenali citra di berbagai 

kondisi yang berbeda [9].  

2.1. Dataset 

Dataset yang digunakan dalam penelitian ini didapatkan 

dari situs repositori terbuka bernama UCI Machine 

Learning Repository dengan judul data Rice Leaf 

Diseases Data Set. Data terdiri atas tiga kelas yaitu 

Bacterial leaf blight, Brown spot, dan Leaf smut yang 

masing-masing berjumlah 40 data dengan total data 120 

untuk ketiga kelas. Grafik distribusi data pada setiap 

kelas dapat dilihat pada Gambar 2. Gambar 3 

menunjukkan satu sampel data dari setiap kelas. 

 

Gambar 2. Grafik distribusi data setiap kelas 

 

 

Gambar 3. Sampel data setiap kelas 

2.2. Arsitektur Model 

Penelitian ini menerapkan metode transfer learning 

dalam pembuatan model. Model siap pakai atau pre-

trained model yang akan digunakan adalah model 

ResNet101 yang kemudian akan ditambah dengan 

arsitektur layers baru pada bagian Fully Connected 

Layer. Gambar 4 menunjukkan arsitektur model beserta 

layers yang diusulkan. Layers tersebut diantaranya 

adalah: (1) Dense Layer 512 dengan activation ‘relu’, 

(2) BatchNormalization layer, (3) Dropout layer sebesar 

0.7, (4) Dropout layer sebesar 0.7, (5) Dense Layer 64 
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dengan activation ‘relu’, (6) BatchNormalization layer, 

(7) Dropout layer sebesar 0.3, (8) Dropout layer sebesar 

0.3, dan diakhiri dengan (9) Dense layer dengan output 

terdiri atas 3 kelas dengan activation ‘softmax’. 

 

Gambar 4. Arsitektur model yang diusulkan 

Batch Normalization diterapkan untuk memaksimalkan 

pelatihan dan meminimalisir kemungkinan terjadinya 

overfitting [14]. Sementara penggunaan dropout telah 

terbukti dapat meningkatkan akurasi dan juga dapa 

membantu menghindari terjadinya overfitting pada 

penelitian [9]. Optimizer yang digunakan adalah adam, 

Optimizer ‘adam’ merupakan salah satu teknik optimizer 

yang digunakan untuk memperbarui bobot pada model 

[9]. Sedangkan, fungsi loss yang digunakan adalah 

categorical_crossentropy untuk menerapkan teknik 

meminimalisir loss dan meningkatkan akurasi model 

[15].  

2.3. Augmentasi Data 

Proses augmentasi berfungsi untuk menambah variansi 

citra sehingga dapat membantu meningkatkan nilai 

akurasi model [16]. Parameter augmentasi yang 

digunakan dalam penelitian ini adalah 

preprocessing_function dengan nilainya berasal dari 

library yang disediakan oleh Tensorflow yaitu 

tensorflow-keras-applications-resnet, rotation_range 

dengan nilai 30, zoom_range dengan nilai 0,4, dan 

terakhir horizontal_flip dengan nilai True. 

2.4. Skenario Pengujian 

Kelas citra untuk diklasifikasikan dalam penelitian ini 

berjumlah 3 kelas, yaitu Bacterial leaf blight, Brown 

spot, dan Leaf smut. Jumlah dari data yang digunakan 

dalam penelitian pada setiap kelas masing-masing 

berjumlah 40.  

Data kemudian dibagi (splitting) menjadi 2 bagian, yaitu 

data latih (train) dan data validasi (validation) dengan 

rasio pembagian pada masing-masing data sebesar 90% 

dan 10%, yang akan digunakan untuk pelatihan dan 

pengujian model. Tabel 1 menunjukkan hasil dari 

pembagian data, dengan data train berjumlah 303 dan 

data validation berjumlah 76. 

Tabel 1. Tabel Pembagian Dataset 

Bagian Jumlah Data 

Data Latih 108 

Data Validasi 12 

Penelitian ini menerapkan 2 fungsi callback yang 

diterapkan pada proses pelatihan model. Callback 

pertama berfungsi untuk memantau nilai dari metrik 

val_loss selama iterasi pelatihan (epoch) model dengan 

memanfaatkan Early Stopping dan yang kedua berfungsi 

untuk menyimpan model selesai setiap iterasi pelatihan 

jika matrik val_accuracy mengalami peningkatan. 

Callback dan Early Stopping adalah dua metode yang 

disediakan oleh FastAI untuk melakukan pelacakan 

ketika pelatihan dan memantau nilai metrik loss 

validation dengan learning rate yang telah ditentukan, 

dengan menggunakan Early Stopping dapat mencegah 

terjadinya overfitting [17], [18]. 

3. Hasil dan Pembahasan 

Tahapan ini merupakan tahapan untuk mendapatkan 

hasil dari arsitektur model yang telah dibangun pada 

penelitian ini dalam kasus klasifikasi penyakit pada daun 

padi. 

Langkah pertama yang dilakukan adalah mendapatkan 

data dari situs yang telah disebutkan pada bagian metode 

penelitian dan kemudian dilakukan proses pembagian 
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(splitting) data menjadi 2 bagian, dengan rasio 

pembagian data latih (train) dan data validasi 

(validation) masing-masing sebesar 90% dan 2=10%, 

sehingga jumlah dari data latih dan data validasi masing-

masing berjumlah 108 data dan 12 data seperti yang 

telah ditunjukkan pada Tabel 1. 

Dilanjutkan dengan proses augmentasi (augmentation), 

yang diberlakukan pada baik data latih. Parameter yang 

digunakan pada proses augmentasi adalah 

preprocessing_function dengan nilai berupa fungsi 

preprocess_input dari library Tensorflow modul keras – 

application – resnet, rotation_range = 30, zoom_range 

= 0,4, dan horizontal_flip = True. Augmentasi untuk 

data validasi sedikit berbeda dari data latih, dengan 

perbedaannya yang terletak pada parameter yang 

digunakan hanya parameter preprocessing_function 

dengan nilai yang sama dengan augmentasi data latih. 

Diberlakukan juga proses perubahan ukuran (resize) 

pada data latih dan data validasi menjadi 224 x 224. 

Berikutnya dibuat 2 fungsi callback yang akan 

diterapkan pada proses pelatihan model. Callback 

pertama menggunakan fungsi EarlyStopping dari library 

Tensorflow pada modul keras – callbacks, difungsikan 

untuk menghentikan proses pelatihan model apabila 

nilai pada metrik val_loss tidak mengalami perubahan 

selama 5 iterasi pelatihan model. Callback kedua 

memanfaatkan fungsi ModelCheckpoint, dari library 

yang sama seperti pada callback pertama, diterapkan 

untuk menyimpan model menjadi file dengan ekstensi 

h5 pada setiap iterasi pelatihan jika matrik val_accuracy 

mengalami peningkatan selama proses iterasi pelatihan 

model. Model kemudian dilatih dengan 100 iterasi 

pelatihan (epoch) dan tidak lupa menerapkan kedua 

callback di atas. 

Gambar 5 menunujukkan grafik akurasi pelatihan 

(training accuracy) dan akurasi validasi (validation 

accuracy) yang didapat setelah selesai proses iterasi 

pelatihan. Nilai pada sumbu X menunjukkan jumlah 

iterasi pelatihan yang telah dijalani selama proses 

pelatihan model. Sedangkan nilai pada sumbu Y 

menunjukkan nilai tingkat akurasi, yang berada pada 

rentang 0 sampai 1. Tampak pada grafik tersebut nilai 

akurasi validasi tertinggi terdapat pada iterasi ke 51 

sampai ke 100 dengan nilai akurasinya sebesar 100%. 

 
Gambar 5. Grafik accuracy model 

Grafik loss pelatihan model digambarkan pada Gambar 

6 dimana sumbu X menunjukkan iterasi pelatihan yang 

telah dijalani oleh model dan sumbu Y menunjukkan 

nilai loss model selama pelatihan dengan rentang nilai 0 

sampai 2,2. Didapati pada grafik tersebut nilai validasi 

loss pada iterasi ke 100 sebesar 5,61%. 

 
Gambar 6. Grafik loss model 

Selanjutnya, evaluasi terhadap model juga dapat dilihat 

melalui tabel confusion matrix untuk mengukur kinerja 

metode pembelajaran mesin dalam mengetahui seberapa 

banyak model mampu melakukan prediksi dengan benar 

dan salah dari total keseluruhan data [19]. Hasil 

confusion matriks dapat dilihat pada Gambar 7. 

Berdasarkan data test gambar yang digunakan, didapati 

bahwa dari masing-masing 12 buah data dengan kelas 

masing-masing Bacterial leaf blight, Brown spot, dan 

Leaf smut, semua memberikan hasil prediksi dengan 

tepat, sesuai dengan kelas asli dari data tersebut. 

Hasil evaluasi menggunakan classification report dapat 

diamati pada Gambar 8. Tampak bahwa nilai akurasi 

model sebesar 1,00 berdasarkan dari nilai val_accuracy 

tertinggi pada saat proses iterasi pelatihan model. 

Akurasi adalah jumlah prediksi benar dari keseluruhan 

citra didalam dataset. Jika akurasi mendekati 1 dapat 

menjadi indikasi bahwa model memiliki performa yang 

bagus, dan 0 merepresentasikan sebaliknya [20]. 
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Gambar 7. Hasil Tabel Confusion Matrix 

 
Gambar 8. Classification Report 

Selain akurasi juga terdapat precision, recall, dan f1-

score yang mampu mengukur performa model. 

Presicion adalah prediksi benar positif dibandingkan 

dengan keseluruhan hasil yang diprediksi positif, recall 

merupakan rasio prediksi benar positif dibandingkan 

dengan keseluruhan data yang benar positif, sedangkan 

f1-score merupakan perbandingan rata-rata precision 

dan recall yang dibobotkan [21]. Dimana dalam 

classification report dapat dilihat kelas Bacterial leaf 

blight, Brown spot, dan Leaf smut memberikan nilai 

precision, recall, dan f1-score yang sempurna, yaitu 

1,00.  

4. Kesimpulan 

Penggunaan metode Deep CNN dengan menggunakan 

pretrained model dari ResNet101 dan tambahan 

arsitektur pengusul pada bagian Fully Connected Layer 

dalam proses klasifikasi penyakit padi dengan hasil 

performa accuracy pada classification report sebesar 

100% dengan data validasi, dengan nilai validation loss 

rendah yaitu 5,61%. Peningkatan tersebut disebabkan 

oleh implementasi ResNet101 yang optimal serta 

penambahan layer arsitektur dari penulis berupa: (1) 

Dense Layer 512 dengan activation ‘relu’, (2) 

BatchNormalization layer, (3) Dropout layer sebesar 

0.7, (4) Dropout layer sebesar 0.7, (5) Dense Layer 64 

dengan activation ‘relu’, (6) BatchNormalization layer, 

(7) Dropout layer sebesar 0.3, (8) Dropout layer sebesar 

0.3, dan diakhiri dengan (9) Dense layer dengan output 

terdiri atas 3 kelas dengan activation ‘softmax’. 

Sehingga, dengan penggunaan metode tersebut 

penelitian-penelitian yang sebelumnya menggunakan 

dataset serupa dapat ditingkatkan performa accuracy 

sebesar 3% hingga 7% dan mampu membantu 

mempersingkat waktu karena tidak melakukan inputan 

gejala secara manual melainkan menggunakan citra 

untuk klasifikasi penyakit. Penelitian kedepannya 

disarankan untuk menggunakan jumlah kelas dan 

dataset yang lebih banyak sehingga klasifikasi jenis padi 

semakin bervariasi sesuai dengan perkembangan 

penyakit padi kedepannya. Selain hal tersebut, dalam 

membuat model disarankan mencoba menggunakan 

metode yang lebih bervariasi seperti menerapkan 

metode ensemble learning yang dapat meningkatkan 

optimasi model.  
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